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1. はじめに 

 近 年 ， 大 規 模 言 語 モ デ ル （ LLM: Large 

Language Model）の発展により，自動生成され

た文章の流暢性は著しく向上しており，人間が

書いた文章と見分けることが難しいほどの高い

品質を持つようになっている．そのため，記事

作成や議事録作成など，今まで人間が取り組ん

できた多くの文章作成タスクにおいて, LLM の活

用が期待されている． 

一方で，LLM によって自動生成された文章には，

誤情報やバイアスを含む可能性があり，信憑性

が保証されないという問題がある．近年では SNS

の普及によって情報へのアクセスが容易になっ

ているため，このような誤情報やバイアスを含

む情報が広範囲に拡散し，社会全体へ悪影響を

及ぼす可能性が高まっている．特に報道分野で

は，LLM が生成した誤情報を含む記事がユーザー

の不利益につながるリスクがあり，またその参

照元として表示される報道機関の信用の低下を

招く可能性があるため，対策が求められている． 

 この問題を解決するために，LLM で生成された

文章を検出する研究が英語を中心に進められて

いる[1-2]．しかし，日本語の新聞記事において

はこのような研究に十分に取り組まれていない． 

本研究では，このような課題に対処するため，

人間が書いた新聞記事と LLM が生成した記事の

データセットを作成し，LLM が生成した記事を自

動的に検出する手法を提案する．実際の新聞記

事と，3 種類の LLM から生成された文章を用いて

BERT[3]と RoBERTa[4]を訓練し，人間が書いた記

事か，LLM が生成した記事かを自動分類するモデ

ルを作成した．実験により，作成したデータセ

ットで訓練した分類器は人手による分類よりも

高い精度で分類できることを示した． 

表 1 データセットの構成（記事数） 

 

2. 提案手法 

2.1 データセット 

本研究では，人間が書いた記事として，愛媛

新聞の記事を使用する．このとき，512 トークン

より長い記事を除外し，800 件の記事を選択した．

これをもとに，ChatGPT（gpt-4o），Qwen2.5

（ Qwen2.5-72B-Instruct) 1 ， Swallow （ Llama-

3.1-Swallow-70B-Instruct-v0.1）2の 3 つのモデ

ルを用いて，LLM で生成した記事を用意した．

ChatGPT では，人間が書いた新聞記事の見出しを

与え，その見出しに沿った内容を出力するよう

にプロンプトを用いて指示することで記事を生

成した．Qwen2.5 および Swallow では，人間が書

いた新聞記事とその見出しを例として与え，

few-shot 学習によって記事を生成した．人間が

書いた新聞記事と LLM が生成した記事で同じ見

出しを持つ，合計 1,600 件の記事からなるデー

タセットを作成し，表 1 のように訓練データ

1000 件，検証データ 300 件，評価データ 300 件

にランダムに分割した． 

 

2.2 分類器 

分類器には，東北大学が提供する BERT3と京都

大学が提供する RoBERTa4の 2 つの事前学習済み

モデルを用いた．最適化手法に Adam を使用し，

訓練データのバッチサイズを 8，学習率を 1e-5

として訓練した．検証用データにおけるクロス

エントロピー損失が 3 回改善されなくなったと

きに訓練を停止した．TITAN RTX の 140W の GPU

を使用し，それぞれのモデルに対して 3種類の 

 
1 https://huggingface.co/Qwen/Qwen2.5-72B-Instruct 
2 https://huggingface.co/tokyotech-llm/Llama-3.1-Swallow-70B-
Instruct-v0.1 
3 https://huggingface.co/tohoku-nlp/bert-base-japanese-char-v3 
4 https://huggingface.co/ku-nlp/roberta-base-japanese-char-wwm 

 人間が作成 LLM が生成 

訓練 500 500 

検証 150 150 

評価 150 150 
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表 2 BERT の分類結果 (正解率%) 

評価データ 
訓練データ 

ChatGPT Qwen2.5 Swallow 

ChatGPT 100.0 92.0 78.7 

Qwen2.5 87.7 99.3 96.7 

Swallow 66.7 96.3 99.7 

 

LLM で作成したデータセットでそれぞれファイン

チューニングを行い，6 通りのモデルを作成した． 

 

2.3 評価 

ファインチューニング後のモデルに対し，3 つ

の LLM で作成した評価データを入力し，分類結

果の正解率を求めた．また，各 LLM の評価デー

タから 50 件抽出して人手で分類し，正解率を求

め、モデルによる分類結果と比較した． 

 

3. 実験結果 

 BERT での分類結果の正解率を表 2 に示す．各

列はファインチューニングに用いられたデータ

が ChatGPT，Qwen2.5，Swallow のうちどの LLM

で作成されたものであるかを表しており，各行

は評価データがどの LLM で作成されたものであ

るかを表している．同様に，RoBERTa での分類結

果の正解率を表 3に示す． 

表 2 および表 3 から，多くの組み合わせで高

い正解率を達成していることが示され，訓練さ

れた言語モデルは LLM が生成した記事か人間が

作成した記事かをほとんど見分けられることが

わかった．訓練データと評価データの作成に用

いられた LLM が同じ場合，99％以上の高い精度

で分類できており，訓練データと評価データの

作成に用いられた LLM が異なる場合でも多くの

組み合わせで高い正解率を達成している．特に，

Qwen2.5 で生成されたデータを用いて訓練された

BERT および RoBERTa は，異なる LLM から生成さ

れた評価データに対しても 90%以上の精度で人間

が作成した記事か LLM が生成した記事かを分類

できていることがわかる． 

3 種類の評価データを人手で分類したときの正

解率を表 4 に示す．どの評価データに対しても

分類器を用いた正解率は人手評価の正解率より

も高いことが示された． 

また，提案手法を用いて自動分類する場合は

100 件あたり数十秒で分類できるが，人手で分類

する場合には 100 件あたり 1〜2 時間程度の時間

を要する．このことから，新聞記事が人間によ

って作成された記事か LLM が生成した記事かを 

表 3 RoBERTa の分類結果 (正解率%) 

評価データ 
訓練データ 

ChatGPT Qwen2.5 Swallow 

ChatGPT 100.0 99.7 89.7 

Qwen2.5 89.3 99.7 97.3 

Swallow 75.7 95.0 100.0 

 

表 4 人手による分類結果  

評価データ 正解率 

ChatGPT 52% 

Qwen2.5 30% 

Swallow 62% 

 

分類する場合は，人手で分類するよりもモデル

を使用して分類する方が精度とコストの面の両

方で優れていることが分かった．  

 

4. おわりに 

本研究では， LLM が生成した記事を分類する

ためのデータセットとモデルを構築し，評価デ

ータに対して人手による分類よりも高い精度を

示した．今後は，一部が LLM によって生成され

た記事の検出にも取り組みたい. 
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